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Abstract - Hypertension is a chronic cardiovascular condition often referred to as the "silent killer" due to 

its asymptomatic early stages. To overcome the limitations of conventional blood pressure monitoring 

methods, this study aims to develop a blood pressure status classification system using 

photoplethysmography (PPG) signals and the KNN algorithm. PPG offers a promising non-invasive solution 

that can be integrated into portable devices to optimize real-time blood pressure monitoring. Data was 

collected from 276 respondents (aged 18–65 years, with 52% male and 48% female) using PPG sensors 

connected to the MR-IAT Robot Covid platform. The classification process is based on measuring the 

proximity of new sample data—using the Euclidean Distance method—to previously labelled 
 data, with performance evaluation yielding an accuracy of 93.9% in classifying individuals into four 

categories: normotension, prehypertension, stage 1 hypertension, and stage 2 hypertension. This study 

distinguishes itself by integrating a real-time machine learning approach, offering an efficient, accurate, 

and user-friendly blood pressure monitoring system with the potential to enhance early detection of 

hypertension. 
 

Keywords - Hypertension, Photoplethysmography, KNN, Blood Pressure Classification, Non-Invasive 

Monitoring. 

 
Abstrak - Hipertensi adalah kondisi kardiovaskular kronis yang sering disebut sebagai "silent killer" karena 

tahap awalnya yang asimptomatik. Untuk mengatasi keterbatasan metode pemantauan tekanan darah 

konvensional, penelitian ini bertujuan mengembangkan sistem klasifikasi status tekanan darah dengan 

memanfaatkan sinyal photoplethysmography dan algoritma KNN. PPG menawarkan solusi non-invasif yang 

dapat diintegrasikan ke dalam perangkat portabel guna mengoptimalkan pemantauan tekanan darah secara 

real-time. Data dikumpulkan dari 276 responden (usia 18–65 tahun, dengan 52% pria dan 48% wanita) 

menggunakan sensor PPG yang terhubung ke platform MR-IAT Robot Covid. Proses klasifikasi dilakukan 

dengan mengukur kedekatan sampel data baru—menggunakan metode Euclidean Distance dengan data yang 

telah dilabel sebelumnya, dan hasil evaluasi kinerja menunjukkan akurasi sebesar 93,9% dalam 

mengklasifikasikan individu ke dalam empat kategori: normotensi, prehipertensi, hipertensi tahap 1, dan 

hipertensi tahap 2. Studi ini membedakan dirinya dengan mengintegrasikan pendekatan machine learning 

secara real-time, menyediakan sistem pemantauan tekanan darah yang efisien, akurat, dan ramah pengguna, 

sehingga berpotensi meningkatkan deteksi dini terhadap kondisi hipertensi. 

 

Kata Kunci - Hipertensi, Photoplethysmography (PPG), KNN, Klasifikasi Tekanan Darah, Pemantauan 

Non-Invasif 
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I. PENDAHULUAN 

Hipertensi merupakan salah satu faktor risiko utama gangguan kardiovaskular yang sering tidak 

terdeteksi pada awal penyakit, sehingga berpotensi menyebabkan komplikasi serius seperti stroke 

dan gagal ginjal. Zhao et al. (2023) menyebut hipertensi sebagai “silent killer” yang berkontribusi 

signifikan terhadap morbiditas global[1]. Islam et al. (2022) menegaskan pentingnya deteksi dini 

pada hipertensi guna mencegah komplikasi yang mengancam jiwa [2]. Pengukuran tekanan darah 

secara konvensional menggunakan manset masih menjadi standar di fasilitas klinis. Namun, metode 

ini memiliki keterbatasan dari segi kenyamanan dan tidak mampu melakukan monitoring kontinu. 

Le et al. (2020) menunjukkan bahwa keterbatasan tersebut membuat metode manset kurang ideal 

untuk pemantauan harian [3]. Selain itu, Sannino et al. (2020) menyoroti bahwa adanya fenomena 

white coat menyebabkan hasil pengukuran tidak selalu mencerminkan kondisi sebenarnya[4]. 

Sebagai alternatif, teknologi non-invasif berbasis sensor optik seperti Photoplethysmography (PPG) 

telah dikembangkan karena kemampuannya untuk menangkap perubahan volume darah secara real-

time. Cano et al. (2022) menunjukkan bahwa PPG dapat mencatat variasi hemodinamik dengan 

efektif [5]. Andriekutė et al. (2024) menyoroti potensi integrasi PPG ke dalam perangkat wearable 

untuk pemantauan 24 jam [6]. Selain itu, Hong et al. (2025) mengemukakan bahwa perbedaan pola 

PPG antara kondisi terjaga dan tidur dapat bermanfaat untuk skrining hipertensi[7]. Namun 

demikian, sinyal PPG rentan terhadap gangguan seperti gerakan tubuh, varian posisi sensor, dan 

perbedaan kondisi fisiologis individu. Welykholowa et al. (2020) melaporkan bahwa artefak dari 

gerakan dapat mengaburkan sinyal dengan signifikan[8]. Liang et al. (2020) juga menekankan 

perlunya proses pra-pemrosesan untuk menangani variabilitas antarindividu [9]. Dalam ranah 

pengolahan data, model machine learning seperti SVM dan Convolutional Neural Network (CNN) 

banyak digunakan untuk estimasi tekanan darah. Namun, model-model kompleks ini memerlukan 

sumber daya komputasi tinggi yang membatasi penerapannya pada perangkat portabel [10]. 
Sebaliknya, K-Nearest Neighbor (KNN) menawarkan solusi yang lebih ringan dengan waktu 

pelatihan yang cepat serta performa yang kompetitif. Tjahjadi (2020) menunjukkan bahwa KNN 

mampu menghasilkan klasifikasi yang baik pada data morfologi sinyal PPG [11]. Selain itu, 

Gentilin (2025) mengonfirmasi bahwa model KNN tetap kompetitif jika dibandingkan dengan 

metode lain seperti SVM danCNN [12]. Meskipun demikian, masih terdapat sedikit penelitian yang 

secara eksplisit mengombinasikan sinyal PPG dengan algoritma KNN untuk mengklasifikasikan 

status hipertensi pada populasi yang beragam. 

 

 

II.  SIGNIFIKASI STUDI 

A. Studi Literatur 

Dalam beberapa tahun terakhir, perkembangan teknologi digital telah memunculkan potensi besar 

penggunaan Photoplethysmography (PPG) untuk pemantauan tekanan darah secara non-invasif. 

Iqbal et al. (2023) menunjukkan bahwa sinyal PPG yang diambil dari berbagai lokasi tubuh dapat 

membedakan kondisi vaskular secara akurat melalui penerapan pendekatan deep learning [13]. 

Namun, model berbasis deep learning memerlukan dataset yang sangat besar dan infrastruktur 

komputasi yang mahal sehingga tidak selalu ideal untuk aplikasi perangkat wearable [14]. Di sisi 

lain, algoritma yang ringan seperti KNN menawarkan keunggulan dari segi kecepatan dan efisiensi 

komputasi, terutama untuk sistem berbasis edge computing yang digunakan pada perangkat dengan 

daya terbatas. Gentilin (2025) melaporkan bahwa KNN mampu menghasilkan klasifikasi yang 

kompetitif dengan waktu pelatihan yang singkat pada data morfologi PPG. Ismail et al. (2022) juga 

menekankan bahwa algoritma sederhana lebih sesuai untuk diimplementasikan pada sistem 

monitoring berbasis mikrokontroler [15].  
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Selain pendekatan tersebut, studi-studi terbaru juga menunjukkan bahwa integrasi data multimodal 

dapat lebih meningkatkan akurasi klasifikasi tekanan darah. Nur Fuadah et al. (2022) mengusulkan 

penggabungan sinyal PPG dengan sinyal elektrokardiogram (ECG) untuk menghasilkan model 

klasifikasi tekanan darah yang lebih akurat, membuktikan bahwa integrasi multimodal dapat 

meningkatkan performa prediksi [16]. 

Pendekatan sistematis yang dievaluasi oleh Alam et al. (2024) menyoroti peran penting model 

machine learning tradisional dan alternatif dalam menginterpretasi sinyal PPG untuk estimasi 

parameter fisiologis. Studi ini menunjukkan bahwa meskipun model deep learning sering kali 

menawarkan akurasi tinggi, algoritma sederhana seperti KNN tetap memberikan kinerja yang 

memadai untuk aplikasi real-time karena keunggulan efisiensi komputasinya[17]. Lebih lanjut, 

penelitian longitudinal oleh Lin et al. (2024) menggunakan data PPG dari pergelangan tangan dan 

model deep learning mengungkap bahwa pola sinyal dapat dipakai untuk memprediksi risiko 

hipertensi dalam jangka panjang. Hasil penelitian ini menegaskan potensi pemantauan kontinu pada 

perangkat wearable yang dapat mendukung skrining hipertensi secara dini[18]. 

Sebagian besar penelitian terdahulu fokus pada estimasi numerik tekanan darah, bukan pada 

klasifikasi klinis yang dapat langsung diterapkan dalam pengambilan keputusan medis. Penelitian 

ini mengisi kekosongan tersebut dengan membangun kerangka klasifikasi yang mencakup kategori 

normotensi, prehipertensi, serta hipertensi tahap 1 dan 2, sehingga memudahkan interpretasi hasil 

di tingkat klinis. 

 

B. Metode Penelitian 

 

Dalam penelitian ini, kami mengimplementasikan pendekatan K-Nearest Neighbor (KNN) sebagai 

metode klasifikasi utama. Algoritma KNN bekerja dengan mengidentifikasi sejumlah data terdekat 
yang ukurannya diukur melalui jarak seperti Euclidean distance sebagai acuan untuk menentukan 

kelas dari data baru. Dengan demikian, setiap sampel yang belum memiliki label diklasifikasikan 

berdasarkan tingkat kemiripan fitur dengan data yang telah berlabel. Pendekatan ini memungkinkan 

kami untuk mengekstrak pola-pola penting dari data yang kompleks secara efisien dan 

meningkatkan akurasi prediksi, sehingga memberikan kehandalan dalam proses pengambilan 

keputusan berbasis data. Selain itu, fleksibilitas KNN dalam mengadaptasi terhadap variasi data 

menjadikannya pilihan yang tepat untuk penelitian ini, dimana setiap data dihitung tingkat 

kedekatannya guna menghasilkan klasifikasi yang relevan dan konsisten. 

 

 

 
Gambar 1. Alur Penelitian 
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1. Pengumpulan Data 

Dalam penelitian ini, pengumpulan data dilakukan di tiga lokasi strategis yaitu Universitas Prima 

Indonesia, SMK 2 Telkom, dan Panti Jompo di Jalan Tombak, Pancing untuk memperoleh 

keragaman sampel yang representatif. Eksperimen melibatkan 123 partisipan laki-laki dan 153 

partisipan perempuan dengan rentang usia yang sangat bervariasi, mulai dari kurang dari 25 tahun 

hingga lebih dari 60 tahun. Pemilihan lokasi yang heterogen serta variasi demografis peserta ini 

bertujuan untuk mendapatkan gambaran menyeluruh tentang kondisi tekanan darah di berbagai 

lapisan masyarakat. Data yang terkumpul nantinya akan diolah dan dianalisis menggunakan teknik-

teknik statistika serta algoritma pembelajaran mesin untuk mendukung pengembangan metode 

diagnostik hipertensi yang lebih efektif dan akurat. 

 

 

 
Gambar 2. Proses Pengambilan Data 

2. Pra-pemrosesan Data 

 

Proses pra-pemrosesan data merupakan langkah krusial untuk memastikan data mentah siap 

digunakan dalam tahap pemodelan. Dalam penelitian ini, tahap tersebut mencakup beberapa fase 

penting. Pertama, dilakukan pembersihan data untuk menghilangkan duplikasi dan menangani nilai 

kosong, sehingga hanya data berkualitas tinggi yang tersimpan untuk analisis lebih lanjut. 

Selanjutnya, normalisasi dilakukan dengan menerapkan metode Min-Max untuk menyamakan skala 

semua fitur ke rentang yang konsisten, misalnya antara 0 dan 1, guna menghindari bias yang 

mungkin timbul akibat perbedaan skala. Terakhir, pada data yang memiliki sifat deret waktu, 

dilakukan transformasi dengan menyusun data secara sekuensial menggunakan teknik seperti look-

back window. Pendekatan ini memungkinkan deteksi pola temporal yang lebih mendalam dan 

meningkatkan keandalan model dalam memahami dinamika data. Hasil dari proses pra-pemrosesan 

ini menjadi fondasi yang kokoh untuk tahap pemodelan dan analisis lebih lanjut. 

 

(a) (b) 

 
Gambar 3. (a) Data Sebelum Pra-processing, (b) Data Sesudah Pra-processing 
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3. Pembentukan Dataset 

 

Setelah tahap pra-pemrosesan yang meliputi pembersihan atau penghapusan duplikasi dan 

penanganan nilai kosong serta normalisasi atau penyamaan skala antar fitur, sinyal PPG beserta 

variabel pendukung seperti usia, jenis kelamin, berat badan, serta estimasi tekanan darah 

diintegrasikan untuk menyusun dataset yang terstruktur. Setiap baris dataset merepresentasikan satu 

pengamatan individual, yang kemudian diberi label berdasarkan klasifikasi tekanan darah ke dalam 

6 kategori: Hipotensi, Normal, Prahipertensi, Hipertensi Stage 1, Hipertensi Stage 2, dan Hipertensi 

Kritis. Pengelompokan atribut ini tidak hanya menciptakan variabel target yang konsisten untuk 

algoritma KNN, tetapi juga memastikan setiap entri memuat informasi historis dan kontekstual yang 

relevan guna mendukung proses pelatihan dan validasi model klasifikasi secara akurat. Keseluruhan 

proses integrasi tersebut memberikan fondasi yang kuat bagi analisis data, sehingga model dapat 

mengenali pola dan dinamika sinyal secara optimal untuk pemantauan tekanan darah secara real-

time. 

 

 

 

Gambar 3. Pembentukan Dataset 

 

4. Implementasi KNN 

 

Implementasi KNN dilakukan dengan menerapkan algoritma klasifikasi pada dataset yang telah 

melalui proses pra-pemrosesan meliputi pembersihan, normalisasi, dan pembentukan dataset 

berbasis look-back window. Dalam tahap ini, pemilihan parameter K yakni jumlah tetangga terdekat 

yang dijadikan acuan memegang peranan krusial untuk menentukan klasifikasi yang tepat. Untuk 

setiap data baru yang hendak diklasifikasikan, digunakan rumus Euclidean distance untuk 

menghitung jarak antara vektor fitur data baru dengan masing-masing vektor dalam data pelatihan, 

sehingga data baru tersebut dikategorikan berdasarkan mayoritas kelas dari tetangga terdekatnya. 

Penggunaan Euclidean distance sebagai ukuran kemiripan memungkinkan algoritma ini 

mengidentifikasi pola secara efektif dalam data kompleks, sehingga mendukung sistem klasifikasi 

yang akurat untuk aplikasi pemantauan tekanan darah secara real-time. Secara matematis, rumus 

Euclidean distance dinyatakan sebagai:       

                (1) 

𝑑𝑖𝑠 (𝑥1, 𝑥2
) =  √∑(𝑥1𝑖 − 𝑥2𝑖)2

𝑛

𝑖=1

 

Dimana:  

 

dis(X1,X2) adalah jarak antara objek X1 dan X2 

X1i adalah nilai objek data training  X1 pada variabel ke – i 

X2i adalah nilai objek data testing X2 pada variabel ke – i 
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i adalah banyaknya variabel bebas 

 

Setelah menghitung jarak antara data baru dengan seluruh data training, ditetapkan K data dengan 

jarak terkecil sebagai tetangga terdekat. Kelas dari data baru kemudian ditentukan berdasarkan label 

mayoritas di antara K tetangga tersebut. Pendekatan ini memungkinkan algoritma KNN untuk 

secara efisien mengelompokkan status hipertensi ke dalam kategori. Proses tersebut memastikan 

bahwa setiap sampel baru diklasifikasikan sesuai dengan pola morfologi sinyal PPG yang telah 

terbentuk, sehingga mendukung akurasi dan konsistensi prediksi. Dengan cara ini, model tidak 

hanya menangkap hubungan spasial antar data, tetapi juga memberikan dasar yang kuat untuk 

pengembangan sistem pemantauan tekanan darah secara real-time yang andal dan responsif. 

 

5. Pelatihan Dan Evaluasi Model 

 

Setelah dataset terstruktur berhasil dikembangkan, tahap pelatihan dan evaluasi model dilakukan 

dengan mengintegrasikan dua platform utama, yaitu Google Colab dan MATLAB. Dalam proses 

pelatihan, algoritma KNN menerapkan perhitungan jarak di mana setiap sampel data baru dihitung 

jaraknya terhadap seluruh data training menggunakan rumus Euclidean lalu sampel tersebut 

diklasifikasikan berdasarkan mayoritas kelas dari K tetangga terdekatnya. Evaluasi model 

dilakukan dengan menerapkan confusion matrix dan analisis metrik akurasi, yang menunjukkan 

distribusi kesalahan yang minimal serta tingkat akurasi mencapai setidaknya 80%. Selain itu, hasil 

model divisualisasikan melalui scatter plot dua dimensi setelah reduksi fitur menggunakan Principal 

Component Analysis (PCA), sehingga memperlihatkan pemisahan yang jelas antar kategori 

hipertensi. Proses pelatihan dan evaluasi ini tidak hanya membuktikan kemampuan model dalam 

mengenali pola sinyal PPG secara efektif tetapi juga menyediakan dasar yang kokoh untuk 
pengembangan sistem pemantauan tekanan darah real-time secara non-invasif dan akurat. 

 

6. Analisis Hasil 

 

Setelah model KNN dilatih dan diuji, analisis menunjukkan bahwa sistem mampu 

mengklasifikasikan status hipertensi dengan tingkat akurasi yang tinggi. Visualisasi hasil dari kedua 

platform analisis memperlihatkan reduksi fitur yang menampilkan distribusi jelas antar kategori 

tekanan darah, sehingga mengonfirmasi efektivitas penerapan model dalam mengidentifikasi pola 

morfologi sinyal PPG. Pendekatan ini tidak hanya memperkuat validitas metode klasifikasi yang 

digunakan, tetapi juga menunjukkan potensi penerapan yang luas dalam pengembangan sistem 

pemantauan tekanan darah secara real-time yang andal dan non-invasif.  

 

C. Kontribusi Unik Penelitian 

 

Penelitian ini mengatasi beberapa keterbatasan yang diidentifikasi pada studi terdahulu, dengan 

memberikan solusi praktis bagi aplikasi nyata dalam pemantauan hipertensi. Secara spesifik: 

 

1. Mengatasi Keterbatasan Sinyal PPG: – Penelitian ini menerapkan proses pra-pemrosesan yang 

komprehensif (pembersihan data, normalisasi Min-Max, dan teknik look-back window) untuk 

mengurangi dampak noise dan variabilitas yang disebabkan oleh pergerakan dan perbedaan 

fisiologis. Langkah-langkah ini dirancang sedemikian rupa sehingga sinyal PPG yang dihasilkan 

menjadi lebih stabil dan dapat diandalkan untuk klasifikasi hipertensi. 

 

2. Adopsi Algoritma KNN untuk Aplikasi Portable: Dibandingkan dengan model deep learning 

yang kompleks, KNN dipilih karena kecepatan pelatihan dan efisiensi komputasinya. Hal ini 

memungkinkan algoritma untuk dijalankan pada perangkat dengan daya dan memori terbatas, 

seperti smartphone dan perangkat wearable. Hasil pengujian pada dua platform (Google Colab dan 
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MATLAB) menunjukkan akurasi tinggi (masing-masing 92,8% dan 93,9%), yang 

mendemonstrasikan bahwa algoritma ini dapat diterapkan secara real-time tanpa memerlukan 

infrastruktur komputasi yang berat. 

 

3. Penerapan Langsung pada Perangkat Wearable dan Praktik Medis: Desain sistem yang diusulkan 

sudah mempertimbangkan integrasi langsung ke dalam perangkat wearable. Proses pra-pemrosesan 

yang ringan dan algoritma KNN yang efisien menyederhanakan penggunaan perangkat keras yang 

terbatas, sehingga memungkinkan monitoring tekanan darah secara kontinu di luar lingkungan 

klinis. – Selain itu, visualisasi hasil (melalui scatter plot dan diagram koordinat paralel) memberikan 

gambaran yang jelas mengenai distribusi kelas hipertensi, yang memudahkan tenaga medis dalam 

menafsirkan data dan mengambil keputusan klinis. 

 

Dengan demikian, kontribusi unik penelitian ini tidak hanya terletak pada penerapan teknik machine 

learning yang efisien untuk klasifikasi hipertensi, tetapi juga menyediakan kerangka yang siap pakai 

untuk integrasi langsung ke dalam perangkat wearable dan aplikasi mobile yang mendukung praktik 

pemantauan klinis secara real-time. 

 

 

 

III. HASIL DAN PEMBAHASAN 

 

A. Pengolahan Menggunakan Google Colab 

 

Seluruh tahapan klasifikasi dilaksanakan menggunakan bahasa pemrograman Python di platform 
Google Colab, dengan bantuan pustaka seperti Scikit-learn. Dataset yang digunakan mencakup 

sinyal PPG, usia, jenis kelamin, berat badan, serta estimasi tekanan darah sistolik dan diastolik. 

Data ini diklasifikasikan ke dalam enam kategori tekanan darah: Hipotensi, Normal, Prahipertensi, 

Hipertensi Tahap 1, Hipertensi Tahap 2, dan Krisis. Setelah melalui proses encoding label dan 

pembagian data dengan rasio 90:10, model KNN diterapkan dengan nilai K = 3. Hasil klasifikasi 

divisualisasikan dalam scatter plot dua dimensi setelah proses reduksi dimensi menggunakan PCA. 

Grafik menunjukkan pemisahan kelas yang cukup baik, meskipun terdapat beberapa titik pencilan 

(outlier) pada kategori pra-hipertensi dan hipertensi tahap 1. Outlier ini kemungkinan disebabkan 

oleh gangguan pada sinyal atau variasi fisiologis seperti frekuensi nadi dan pola respirasi, yang 

belum sepenuhnya ditangkap oleh fitur yang dianalisis. 

 

 

Gambar 4. Hasil Visualisasi Prediksi KNN Dalam Dua Dimensi (PCA) 
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B. Pengolahan Menggunakan MATLAB 

 

Setelah proses klasifikasi dijalankan menggunakan Google Colab, tahap selanjutnya adalah 

melakukan analisis hasil klasifikasi dengan MATLAB. Platform MATLAB dimanfaatkan untuk 

analisis lanjutan dan representasi visual data. Proses visualisasi menggunakan scatter plot dan 

parallel coordinates plot, yang menekankan bahwa variabel usia dan berat badan memberikan 

kontribusi signifikan dalam klasifikasi tekanan darah. 

 

1. Model Confusion Matrix 

 

Model Fine KNN dengan K = 1 menghasilkan tingkat akurasi tertinggi sebesar 93,9%. Matriks 

kebingungan menunjukkan bahwa kesalahan klasifikasi tersebar secara proporsional, dan akurasi 

antar kelas berkisar antara 92% hingga 96%, menandakan bahwa fitur yang dipilih serta tahapan 

pra-pemrosesan telah diterapkan secara optimal. 

 

Gambar 5. Hasil Visualisasi Menggunakan Model Confusion Matrix 

 

2. Model Scatter Plot 

 

Visualisasi scatter plot mengilustrasikan bahwa fitur usia dan berat badan cukup efektif dalam 

membedakan antar kategori tekanan darah. Namun, masih terdapat area tumpang tindih antara kelas 

prahipertensi dan hipertensi awal, yang mengindikasikan perlunya eksplorasi fitur tambahan seperti 

variabilitas detak jantung untuk meningkatkan kinerja model. 

 

 

Gambar 6. Hasil Visualisasi Menggunakan Model Scatter Plot 

 

3. Model Parallel Coordinates Plot 

 

Visualisasi ini memperlihatkan hubungan antar fitur penting seperti usia, berat badan, tekanan darah 

sistolik dan diastolik, serta respirasi. Dapat diamati bahwa individu dalam kategori hipertensi 

cenderung memiliki nilai sistol dan diastol yang tinggi serta usia yang lebih lanjut. Beberapa 
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lintasan silang antar kelas mencerminkan keberadaan individu dengan karakteristik campuran, 

sehingga menyulitkan proses klasifikasi. 

 

 

Gambar 7. Hasil Visualisasi menggunakan model Parallel Coordinates Plot 

 

C. Pembahasan 

 

1. Tingkat Akurasi Analisis Google Colab 

 

Setelah proses pengolahan dan implementasi algoritma K-Nearest Neighbor dilakukan di Google 

Colab, hasil klasifikasi tekanan darah menunjukkan bahwa model mampu mengenali pola fisiologis 

dengan baik. Data sinyal PPG beserta variabel pendukung seperti usia, berat badan, tekanan sistolik, 

diastolik, dan respirasi telah diproses secara optimal menggunakan library machine learning yang 

lengkap, diikuti dengan reduksi dimensi melalui PCA untuk menghasilkan visualisasi scatter plot 

yang memaparkan distribusi kelas secara jelas. 

 

 

Gambar 8. Tingkat Akurasi Menggunakan Platform Analisis Google Colab 

 

2. Tingkat Akurasi Analisis MATLAB 

 

Analisis lanjutan dengan MATLAB dengan keunggulan dalam pemrosesan sinyal dan analisis 

statistik memungkinkan penyajian visual interaktif melalui scatter plot, diagram koordinat paralel, 

dan evaluasi kinerja model menggunakan confusion matrix. Evaluasi menunjukkan bahwa 

mencapai akurasi sebesar 93,9% dengan distribusi kesalahan yang minimal, menandakan efisiensi 

dan keandalan metode dalam mengklasifikasikan status hipertensi. Integrasi kedua platform ini 

tidak hanya meningkatkan efisiensi pengolahan data, tetapi juga menyediakan dasar yang kuat 

untuk pengambilan keputusan medis secara real-time. 
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Gambar 9. Tingkat Akurasi Menggunakan Platform Analisis MATLAB 

 

3. Perbandingan dengan Metode Lain 

 

Meski penelitian ini memfokuskan pada algoritma KNN, referensi literatur memperlihatkan bahwa 

pendekatan seperti SVM dan Random Forest (RF) juga banyak digunakan untuk permasalahan 

klasifikasi tekanan darah. Salah satu studi oleh Gentilin (2025) membandingkan tujuh model dan 

menyimpulkan bahwa KNN menunjukkan performa akurasi yang sebanding dengan SVM dan RF, 

serta memiliki keunggulan dari segi efisiensi komputasi. Hal ini memperkuat alasan pemilihan 

KNN dalam pengembangan sistem yang ditujukan untuk perangkat wearable. 

 

D. Evaluasi Hasil 

 

Implementasi pada dua platform berbeda, yaitu Google Colab dan MATLAB, menghasilkan tingkat 

akurasi yang konsisten. Visualisasi melalui metode PCA dan parallel coordinates memberikan 

gambaran yang jelas mengenai kontribusi masing-masing fitur terhadap keputusan klasifikasi. 

Evaluasi menggunakan confusion matrix mengonfirmasi keakuratan tinggi yang dicapai oleh model, 

dengan nilai hingga 93,9%. Meski demikian, ditemukannya outlier serta tumpang tindih antar 

beberapa kelas menunjukkan bahwa model masih memiliki ruang untuk perbaikan, seperti melalui 

pendekatan ensemble learning atau algoritma berbasis deep learning. 

 
Platform Analisis Tingkat Akurasi 

Google Colab 92.8% 

MATLAB 93.9% 

 

Tabel I. Evaluasi Hasil 

 

 

IV. KESIMPULAN 

Penelitian ini berhasil mengembangkan sistem klasifikasi hipertensi berbasis algoritma KNN 

dengan akurasi tinggi (antara 92,8% hingga 93,9%) menggunakan sinyal PPG. Pendekatan ini 

mengatasi keterbatasan metode pengukuran tekanan darah konvensional (misalnya, efek white coat) 

dan menawarkan solusi non-invasif yang siap untuk diintegrasikan ke dalam perangkat wearable 

untuk monitoring kesehatan secara real-time. Namun, terdapat beberapa keterbatasan seperti 

sensitivitas terhadap noise sinyal dan optimalisasi nilai KK yang perlu dieksplorasi lebih lanjut. 

Disarankan agar penelitian lanjutan membandingkan performa KNN secara langsung dengan model 

lain seperti SVM dan Random Forest, serta mengeksplorasi integrasi sistem ini ke dalam aplikasi 

mobile untuk mendukung pemantauan klinis yang lebih luas. 
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